
Bachelorarbeit am Fachbereich
Informatik und Medien

Umsetzung und Vergleich von GANs
(Generative Adversarial Networks)

zur Generierung von Bildern
menschlicher Gesichter

Eingereicht von: Nawid Shadab
Erster Gutachter: Dipl.-Inform. Ingo Boersch
Zweiter Gutachter: Prof. Dr.-Ing. Jochen Heinsohn
Abgabetermin : 02.02.2022



Selbständigkeitserklärung

Ich versichere, dass ich die vorliegende Arbeit zum Thema

Umsetzung und Vergleich von GANs (Generative Adversarial Networks)
zur Generierung von Bildernmenschlicher Gesichter

selbstständig verfasst und nur die angegebenen Quellen und Hilfsmittel verwendet habe.

Brandenburg, 02.02.2022 Nawid Shadab



Danksagungen

An dieser Stelle möchte ich mich bei all denjenigen bedanken, die mich während der Anferti-
gung dieser Bachelorarbeit unterstützt und motiviert haben.

Zuerst gebührt mein Dank Herrn Dipl.-Inform. Ingo Boersch und Herrn Prof. Dr. -Ing. Jochen
Heinsohn, die meine Bachelorarbeit betreut und begutachtet haben. Ich bedanke mich herzlich
für die hilfreichen Anregungen und die konstruktive Kritik bei der Erstellung dieser Arbeit.

Ebenfalls möchte ich mich bei Frau Dr. Petra Hoffmann für die sprachliche Konsultation und
Unterstützung bedanken.

Abschließend möchte ich mich bei meinen Eltern und meiner Familie bedanken, die mir mein
Studium durch ihre Unterstützung ermöglicht haben.

Nawid Shadab
Potsdam, 02.02.2022



Zusammenfassung

Generative Adversarial Networks (GANs) sind ein neuer Ansatz im Bereich Deep Neural
Network. Diese Netzwerke haben nachgewiesen, dass sie bei der Erzeugung realistischer
Bilder aus der realen Welt erfolgreich sind. GANs bestehen aus zwei unterschiedlichen Mo-
dellen, dem sogenannten Discriminator und dem Generator. Der Discriminator lernt, die
Bilder als echt oder gefälscht zu klassifizieren. Der Generator nimmt ein zufälliges Rauschen
als Eingabe und lernt, echte Bilder zu erzeugen. Das Generator- und Discriminator-Modell
werden gemeinsam trainiert, um ein Gleichgewicht zu erreichen. In der vorliegenden Arbeit
wurden zunächst die relevanten Grundlagen zu neuronalen Netzen und GANs erläutert.
Dann wurde das Konzept von drei GAN-Modellen, nämlich Standard-GAN (SGAN), Deep
Convolutional GAN (DCGAN) und Wasser Stein GAN with Gradient Penalty (WGAN-GP)
näher betrachtet und diese Modelle wurden unter Verwendung von Pytorch implementiert.
Die Modelle wurden auf dem CelebA Datensatz trainiert. Schließlich wurde versucht, diese
GAN-Modelle anhand der Qualität der von ihnen erzeugten Bilder zu vergleichen. Dazu
wurden die durch SGAN, DCGAN und WGAN-GP generierten Bilder in zwei Experimenten
quantitativ (mittels FID-Metrik) und qualitativ (objektive Beobachtung) ausgewertet. In den
Experimenten wurde festgestellt, dass das DCGAN-Modell bessere Bilder als SGAN und
WGAN-GP erzeugt. Außerdem wurde festgestellt, dass der Wasser Stein Loss with Gradient
Penalty (WGP-Loss) keinen großen Einfluss auf die Qualität der erzeugten Bilder hat.
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1 Einleitung

Generative Adversarial Networks (GANs) [Goodfellow et al., 2014] [1] sind eine Unterklasse
von generativen Modellen, die die KI revolutioniert haben und nun in der Lage sind, qualitativ
hochwertige Bilder zu generieren. Dieses Netz besteht aus zwei konkurrierenden Netzen,
dem Generator und dem Discriminator. Der Generator versucht, ein Mapping von einer
Rausch-Verteilung auf die reale Daten-Verteilung zu lernen. Der Discriminator unterscheidet
zwischen echten Datenproben und den vom Generator erzeugten Proben. Diese beiden
Netzwerke konkurrieren gegeneinander in einem Minimax-Spiel mit zwei Spielern. Der
Generator versucht, möglichst gute Proben zu erzeugen, damit der Discriminator sie nicht
von echten Proben unterscheiden kann. Auf der anderen Seite versucht der Discriminator,
seine Fähigkeit zur Unterscheidung zwischen echten und gefälschten Daten zu verbessern,
indem er nur die echten Daten als echt klassi�ziert. Der Generator hat keinen Zugang zu den
echten Daten, er lernt nur aus dem Feedback des Discriminator.

Seit 2014, wo das erste GAN-Modell vorgestellt wurde, hat sich dieses Netzwerk stark
verbessert und hat verschiedene Anwendungsmöglichkeiten gefunden. Derzeit sind die neuen
GAN-Ansätze wie StyleGAN3 [2] in der Lage, sehr realistische und qualitativ hochwertige
Bilder zu erzeugen.

Das Ziel dieser Arbeit besteht darin, die Fähigkeit von drei GAN-Modellen (SGAN, DCGAN
und WGAN-GP) mit unterschiedlichen Strukturen und unterschiedlichen Verlustfunktionen
bei der Bildsynthese (Bilderzeugung) zu vergleichen. Außerdem wird mit der vorliegenden
Arbeit versucht, einen Überblick über verschiedene GAN-Modelle (SGAN, DCGAN und
WGAN-GP) und deren Komponenten und Funktionalitäten zu schaffen. Darüber hinaus
werden diese Modelle und ihre Fähigkeiten zur Generierung neuer Bilder (menschliche
Gesichter) nach dem Training mit dem CelebA-Datensatz verglichen. Die Qualität der von
diesen Modellen (SGAN, DCGAN und WGAN-GP) erzeugten Bilder wird qualitativ und
quantitativ überprüft. Die quantitative Bewertung erfolgt unter Verwendung der Fréchet
Inception Distance (FID) [3] Metrik, die eines der gängigsten Maßstäbe zur Bewertung von
GANs ist [4]. Die qualitative Evaluierungsmethode erfolgt objektiv und auf menschlicher
Basis. Hierfür wird das Konzept der Rapid Scene Categorization [4] Methode verwendet.
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2 Grundlagen zu neuronalen Netzen

Die neuronalen Netze, die auch als künstliche neuronale Netze ( KNN ) oder simulierte
neuronale Netze ( SNN ) bezeichnet werden, sind eine beliebte Technik des maschinellen
Lernens, die den Lernmechanismus in biologischen neuronalen Netzen simulieren [5].
Künstliche neuronale Netze ( KNN ) werden von Computerprogrammen zur Erkennung von
Patterns und zur Lösung allgemeiner Probleme in den Bereichen KI, maschinelles Lernen
und Deep Learning eingesetzt. Sie bilden den Kern der Deep-Learning-Algorithmen [6].

In dieser Bachelorarbeit wird der Begriff „neuronale Netze“ verwendet, um sich auf künstliche
neuronale Netze ( KNN ) und nicht auf biologische Netze zu beziehen.

In diesem Abschnitt beschränken wir uns auf die Grundlagen und die Einordnung eini-
ger Begrif�ichkeiten, die das Verständnis des Konzepts der GANs (Generative Adversarial
Networks) erleichtern.

2.1 Struktur neuronaler Netze

Der Hauptbaustein für neuronale Netze sind künstliche Neuronen. Ein künstliches Neuron,
auch Perzeptrongenannt, ist eine einfache Recheneinheit, die ein gewichtetes Signal als Einga-
be erhält und mit Hilfe einer Aktivierungsfunktion ein Ausgangssignal erzeugt [7].
Ein Perzeptron ist das einfachste und ein einschichtiges neuronales Netz [5]. Ein mehrschich-
tiges Perzeptron wird als neuronale Netze bezeichnet (siehe Abbildung 2.1).

Die Funktionalität von neuronalen Netzen
Die neuronalen Netze funktionieren auf die gleiche Weise wie das Perzeptron. Um zu verste-
hen, wie die neuronale Netze funktionieren, sollte man lernen, wie ein Perzeptron funktioniert.
Ein Perzeptron besteht aus vier Hauptteilen: Eingabewerte, Gewichte und Bias, Netz-summe und
eine Aktivierungsfunktion[8].
Gleichung 2.1 stellt die mathematische Berechnung hinter einem Perzeptron dar [6].

n

å
i= 1

wi xi + bias= w1x1 + w2x2 + w3x3 + bias (2.1)

Nachdem die Eingabeschicht festgelegt wurde, werden die Gewichte zugewiesen. Diese
Gewichte tragen dazu bei, die Wichtigkeit einer bestimmten Variablen zu bestimmen, wobei
größere Variablen im Vergleich zu anderen Eingaben einen größeren Ein�uss auf die Ausgabe
haben. Alle Eingaben werden dann mit ihren jeweiligen Gewichten multipliziert und dann
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2 Grundlagen zu neuronalen Netzen

summiert. Anschließend wird die Ausgabe durch eine Aktivierungsfunktion verarbeitet, die
die Ausgabe bestimmt. Wenn die Ausgabe einen bestimmten Schwellenwert übertrifft, wird
der Knoten abgefeuert (oder aktiviert) und die Daten werden an die nächste Schicht des
Netzes weitergeleitet. Dies führt dazu, dass die Ausgabe eines Knotens zur Eingabe des
nächsten Knotens wird. Dieser Prozess der Weitergabe von Daten von einer Schicht an die
nächste Schicht de�niert dieses neuronale Netz als Feedforward-Netz.
Mit dem Bias-Wert kann die Aktivierungsfunktion nach links oder rechts verschoben werden,
um eine bessere Anpassung an die Daten zu erreichen. Der Bias-Wert beein�usst nur die
Ausgabe-werte, er beein�usst nicht die eigentlichen Eingabedaten [9].

(a) Perzeptron 1

(b) Mehrschichtiges Perzeptronen [6]

Abbildung 2.1: Struktur neuronaler Netze

1Quelle: Eigene Darstellung
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2 Grundlagen zu neuronalen Netzen

2.2 Aktivierungsfunktionen

Aktivierungsfunktionen , die auch Transferfunktionengenannt werden, begrenzen die Ausgabe
des Neurons in einem Wertebereich [10] und führen eine Nicht-Linearität in das neuronale
Netz ein. Ohne eine nichtlineare Aktivierungsfunktion würde sich das neuronale Netz wie ein
einschichtiges Perzeptron verhalten, da die Kombination linearer Funktionen unabhängig von
der Anzahl der Schichten immer nur eine lineare Funktion darstellt [11]. Es gibt verschiedene
Arten von Aktivierungsfunktionen (siehe Abbildung 2.2).

Abbildung 2.2: Unterschiedliche Aktivierungsfunktionen de�nieren unterschiedliche Werte-
bereich für die Ausgabe neuronaler Netze [12].

2.3 Kostenfunktionen

In der Regel wird bei neuronalen Netzen versucht, den Fehler (die Differenz zwischen der
gewünschten Ausgabe und der Prädiktion (tatsächlichen Ausgabe des neuronalen Netzes)
zu minimieren. Daher wird die Zielfunktion oft als Kostenfunktion oder Verlustfunktion
bezeichnet und der durch die Verlustfunktion (Eng. Loss function) berechnete Wert wird
einfach als "Verlust" (Eng. Loss) bezeichnet.

Die Wahl der Kostenfunktion steht in direktem Zusammenhang mit der Aktivierungsfunktion,
die in der Ausgangsschicht des neuronalen Netzes verwendet wird. Diese beiden Entwurfs-
elemente sind miteinander verbunden [13].
Es gib zahlreiche Kostenfunktionen wie Maximum Likelihood, Mean Squared Error Loss, Cross-
Entropy Loss (or Log Loss), Wasserstein Lossund ... .
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2 Grundlagen zu neuronalen Netzen

In dieser Arbeite liegt die Konzentration auf Cross-Entropy Loss (or Log Loss) and Wasser-
stein Loss (mehr dazu in Kapitel 4).

2.4 Backpropagation

Backpropagation ist eine Methode, um die Parameter (Gewichte und Biases) des neuronalen
Netzes in die richtige Richtung zu verändern. Zunächst wird der Loss-Term berechnet, und
dann werden die Parameter des neuronalen Netzes in umgekehrter Reihenfolge mit einem
Optimierungsalgorithmus (z. B. Gradient Decent, Stochastic gradient descent (SGD), Adam
usw.) unter Berücksichtigung dieses berechneten Loss angepasst [14]. Mit anderen Worten:
Backpropagation zielt darauf ab, durch Anpassen der Gewichte und Biases des Netzes
die Kostenfunktion zu minimieren. Der Anpassungsgrad wird durch die Gradienten der
Kostenfunktion in Abhängigkeit von den Parametern bestimmt.

2.5 Der Lernprozess eines neuronalen Netzes

Das Bemerkenswerte an neuronalen Netzen ist ihre Fähigkeit, aus den Daten zu lernen. Sie
müssen nicht programmiert werden, sondern lernen das Programm von selbst [11]. Mit
anderen Worten, die neuronalen Netze lernen während des Trainings eine Funktion f, so
dass f(x) auf y abbildet, oder vereinfacht gesagt, sie lernen, wie sie x (d. h. Merkmale oder,
traditioneller, unabhängige Variable(n)) nehmen können, um y (das Ziel, die Antwort oder,
traditioneller, die abhängige Variable) zu prognostizieren [15].

Die grundlegenden Schritte des Trainingsprozesses sind die folgenden [16]:

1. Initialisieren des Netzes mit zufälligen Gewichten.
2. Forwardpropagation :

• Weitergabe der Eingabedaten durch das Netz, um ihre Prädiktion zu erhalten.

• Berechnung des Verlusts (loss) durch eine Kostenfunktion.

3. Backpropagation :

• Die Loss-information wird schichtweise auf alle Parameter übertragen, und zwar
von der Ausgangsschicht zur Eingangsschicht. Die Neuronen der versteckten
Schicht erhalten jedoch entsprechend ihrem relativen Beitrag zur ursprünglichen
Ausgabe nur einen Bruchteil des Gesamtsignals des Losses.

• die Aktualisierung der Parameter mit einer Optimierungsfunktion (z.b. Gradient
decent oder SGD) in einer Weise, dass der Gesamtfehler reduziert wird.

4. Fortsetzen der Iteration in den vorherigen Schritten, solange bis ein gutes Modell
entsteht.
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2 Grundlagen zu neuronalen Netzen

Abbildung 2.3: Der Lernprozess eines neuronalen Netzes [14]

2.6 Überwachtes und unüberwachtes Lernen

Die Machine-Learning-Algorithmen lassen sich nach dem Lernprozess inüberwachtes, un-
überwachtesund verstärkendesLernen kategorisieren [17].

Überwachtes Lernen

Es wird anhand der Daten x mit Label y ein Modell trainiert, das mit Hilfe von y eine
Funktion f lernt, um x zu repräsentieren (z.B. Klassi�kation, RegressionObjekt Erkennung,
Semantik Segmentation, usw.).

Unüberwachtes Lernen

Es werden nur die Daten x ohne Label verwendet, um ein Modell zu trainieren, das die
verborgene oder grundlegende Struktur dieser Daten x lernt, um die neuen Daten ähnlich
wie x zu erzeugen (z.B. Clustering, Autoencoders, GANs usw.).

Verstärkendes Lernen

Es befasst sich mit dem Problem eines Agenten, der lernt, in einer dynamischen Umgebung
zu handeln, indem er die beste Folge von Aktionen �ndet, die eine Belohnungsfunktion
maximiert. Die Grundidee ist, dass der Agent die interaktive Umgebung erkundet. Je nach
den Beobachtungserfahrungen, die er macht, ändert er seine Handlungen, um höhere Beloh-
nungen zu erhalten.
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3 Generative Modelle

In diesem Abschnitt wird zunächst ein kurzer Überblick über die generative Modellierung
und deren unterschied zur diskriminativen Modellierung gegeben. Danach wird es GANs
näher betrachtet und es wird versucht einen besseren Überblick über die Komponenten und
Strukturen dieser Modelle zu gewinnen und ein grundlegendes Verständnis hinsichtlich ihrer
Funktionsweise zu erlangen.

3.1 Generative Modellierung

Die generative Modellierung ist eine unüberwachte Lernmethode beim maschinellen Lernen.
Sie umfasst das automatische Erkennen und Erlernen von Regelmäßigkeiten oder Mustern in
den Eingabedaten. Diese Methode kann in einem Modell verwendet werden, um ein neues
Muster zu erzeugen, das dem ursprünglichen Datensatz ähnlich ist [18].

Unterschied zwischen generativen und diskriminativen Modellen [19]
Um zu verstehen, was die generative Modellierung bezweckt und warum dies wichtig ist, ist
es sinnvoll, sie mit ihrem Pendant, der diskriminativen Modellierung, zu vergleichen.
Bei der diskriminativen Modellierung handelt es sich um eine überwachte Lernmethode, bei
der das Modell eine Funktion erlernt, die eine Eingabe auf eine Ausgabe abbildet, wobei
ein gelabelter Datensatz verwendet wird. Das ultimative Ziel von diskriminativen Model-
len liegt darin, eine Klasse (z.B. Katze) von einer anderen Klasse (z.B. Hund) zu trennen
(Klasse(KatzejHund)).
Generative Modelle konzentrieren sich auf die Verteilung der einzelnen Klassen in einem
Datensatz, und die Lern-Algorithmus neigen dazu, die zugrunde liegenden Patterns oder die
Verteilung der Datenpunkte zu modellieren. Außerdem enthält das Modell ein stochastisches
(zufälliges) Element, das die einzelnen vom Modell erzeugten Samples beein�usst.

Der mathematische Unterschied zwischen generativer und diskriminativer Modellierung:

• Die diskriminative Modellierung ermittelt die bedingte Wahrscheinlichkeit p(yjx).
- die Wahrscheinlichkeit, dass die Eigenschaften (z. B. feuchte Nase, herausgestreckte
Zunge, Schnurren usw.) x zur Klasse y (z.B. Hund ) gehört.

• Die generative Modellierung ermittelt die kombinierte Wahrscheinlichkeit (Eng. joint
Probability) p(x, y), oder nur p(x), wenn es keine Label gibt.
- die Wahrscheinlichkeit, dass die Klasse y (Hund) die Eigenschaften x ( z. B. feuchte
Nase, herausgestreckte Zunge, Schnurren uzw.) aufweist.
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3 Generative Modelle

Es gibt Zahlreiche Beispile für das generatives Model. Variational Autoencoder (VAE) und
Generative Adversarial Network (GANs) sind zwei moderne Beispiele für ein generatives
Modell. Der Schwerpunkt dieser Arbeit wird hauptsächlich auf Generative Adversarial
Networks (GANs) gelegt.

3.2 Generative Adversarial Networks (GANs)

Generative Adversarial Networks (GANs) sind ein Beispiel für generative Modelle. Die-
ses Framework und seine erste empirische Demonstration wurde in dem Artikel von Ian
Goodfellow, et al. aus dem Jahr 2014 mit dem Titel „Generative Adversarial Networks“ veröf-
fentlicht [20]. Dieses Netzwerk enthält zwei Modelle, die gegensätzlich trainiert werden. Es
basiert auf einem spieltheoretischen Ansatz mit dem Ziel, ein Nash-Gleichgewicht (Eng. Nash
Equilibrium) zwischen den beiden Netzen, Generator und Discriminator , zu �nden. Das
Generator-Modell G lernt, die Datenverteilung zu erfassen, und das Discriminator-Modell
D schätzt die Wahrscheinlichkeit, dass eine Probe aus der Trainingsdatenverteilung stammt
und nicht aus den vom Generator-Modell generierten Daten. Grundsätzlich besteht die Auf-
gabe des Generators darin, natürlich aussehende Bilder zu erzeugen, und die Aufgabe des
Discriminators ist es, zu entscheiden, ob das Bild gefälscht oder echt ist. Man kann sich dies
als ein Minimax-Spiel 1 (Eng. minimax game) für zwei Spieler vorstellen, bei dem sich die
Leistung beider Netzwerke mit der Zeit verbessert. In diesem Spiel versucht der Generator,
den Discriminator zu täuschen, indem er so weit wie möglich echte Bilder erzeugt ( Maximie-
rung der Wahrscheinlichkeit, dass D einen Fehler macht), und der Discriminator versucht, nicht
vom Generator getäuscht zu werden, indem er seine Unterscheidungsfähigkeit verbessert
(Minimierung der Wahrscheinlichkeit, dass D einen Fehler macht). Die nachstehende Abbildung
zeigt die grundlegende Architektur des GAN.

1Der Begriff ”Minimax” ist eine Entscheidungsregel in der Spieltheorie. Dies bezieht sich auf die Minimierung
des Verlustes, der entsteht, wenn der Gegner die Strategie wählt, die den maximalen Verlust ergibt. Das
Minimax kann später ein Nash-Gleichgewicht zur Folge haben [21].
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Abbildung 3.1: Generative Adversarial Networks (GANs) nach [22]

3.2.1 Discriminator

Das Discriminator-Netzwerk D ist ein Classi�er , der lernt, die Eingabedaten in zwei Klassen
zu unterteilen (echt und gefälscht)[22]. Das Modell2 nimmt eine Eingabe x mit den Parametern
qd und erzeugt einen einzelnen Skalar als Ausgabe (1=real oder 0=fake). Das Discriminator-
Modell D(x) hat außerdem eine Verlustfunktion, die den Fehler des Modells auf der Basis
seiner Prognose berechnet und diese zur Optimierung der Gewichte durch Backpropagation
verwendet (siehe Abbildung 3.1) [23].

3.2.2 Generator

Das Generator-Modell G nimmt einen zufälligen Gaußschen Rauschvektor z als Eingabe
und verwendet die Parameter qg, um eine Ausgabe x (gefälschte Daten)zu erzeugen. Die
Dimensionalität des Rauschvektors z muss nicht unbedingt mit der Dimensionalität von x
übereinstimmen [22]. Bei diesem Modell hat G(z) keine eigene Verlustfunktion, sondern
verwendet die Verlustfunktion des Discriminator, um ein Feedback für seine gefälschten
Samples zu gewinnen und seine Parameter durch Backpropagation zu aktualisieren (siehe
Abbildung 3.1) [23]. Die folgende Tabelle gibt einen Überblick über die beiden Modelle.

2Es ist üblicherweise ein mehrschichtiges Perzeptron.
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3 Generative Modelle

Discriminator Generator
Eingabe Ein echtes Bild aus Trainingsdaten oder

ein gefälschtes Bild aus dem Generator
Ein zufälliger Rauschvektor z

Ausgabe Eine Prognose für die Eingabe (real
oder fake)

Ein gefälschtes Bild

Loss Klassi�zierung echter Bilder in die Ka-
tegorie Echt und gefälschter Bilder in
die Kategorie Gefälscht.

Klassi�zierung der gefälschten
Bilder in die Kategorie Echt
(vom Discriminator)

Tabelle 3.1: Die Eingabe und Ausgabe des Discriminators und des Generators [22].

3.2.3 Trainieren von GANs-Modellen (Minimax-Spiel)

Beim Trainieren des GAN-Frameworks treten der Generator G und der Discriminator D
als zwei Konkurrenten in einem Spiel gegeneinander an. Jeder Spieler wird durch eine dif-
ferenzierbare Funktion (D(x) und G(z)) dargestellt, die durch eine Reihe von Parametern
gesteuert wird.

Das Spiel lässt sich in zwei Szenarien abspielen. In einem Szenario werden Trainingsbeispiele
x zufällig aus dem Datensatz entnommen und als Eingabe für den ersten Spieler, den Discri-
minator D(x), verwendet. Hier sind x die echten Daten und das Ziel des Discriminators ist
es, die Wahrscheinlichkeit auszugeben, dass seine Eingabe echt und nicht gefälscht ist. Das
heißt, Ziel ist es, D(x) nahe 1 zu bringen.

Im zweiten Szenario, an dem beide Spieler beteiligt sind, nimmt der Generator G die Eingabe
z ( zufällige Samples aus der Prior-Verteilung Pz(z)), G(z) und erzeugt gefälschte Samplesx,
um sie an den Discriminator D(G(z)) zu übergeben. Der Discriminator ist bemüht, D(G(z))
gegen 0 zu bringen (gefälschte Samples), während der Generator versucht, dieselbe Quantität
gegen 1 zu bringen (echte Samples), um den Discriminator zu täuschen. Hier wird D trainiert,
um die Wahrscheinlichkeit zu maximieren, sowohl den echten als auch den gefälschten Samp-
les das richtige Label zuzuweisen. Dabei wird G trainiert, log(1 � D(G(z)) zu minimieren. D
und G spielen ein Minimax-Spiel mit der folgenden Wertfunktion nach Goodfellow u.a. [1].

min
G

max
D

V (D, G) = Ex� Pdata(x) [logD(x)] + Ez� Pz(z) [log(1 � D(G(z))] (3.1)

• V (D, G) :Wert-Funktion (Eng. value function)

• E : der Erwartungswert

• D(x) : die Wahrscheinlichkeit, dassx aus den realen Daten stammt und nicht ausPg (generierte Samples)

• D(G(z)) : die Wahrscheinlichkeit, dass G(z) aus dem gefälschten oder erzeugten Rauschen z stammt
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3 Generative Modelle

Die Gleichung 3 besteht aus zwei Termen. Der erste Term stellt die Prädiktion von D für die
realen Daten dar.

Ex� Pdata(x) [logD(x)] (3.2)

Dieser Term ist die Erwartungswert für die Ausgabe des Logarithmus von D, wenn die
Eingabe aus der Verteilung der realen Daten stammt, oder anders ausgedrückt, es ist der
Durchschnittswert der Prädiktionen von D, wenn ein Bündel von realen Daten abgetastet und
an D gegeben wird. Hier ist G überhaupt nicht beteiligt.

Der zweite Term stellt die Prädiktion von D für die gefälschten Daten dar.

Ez� Pz(z) [log(1 � D(G(z))] (3.3)

Es handelt sich um einen Erwartungswert für die Ausgabe von log 1 minus der Prognose
des D für die gefälschten Proben. Der Erwartungswert ist einfach der Durchschnittswert der
Prädiktion des D, wenn D eine Reihe von gefälschten Samples, die von G erzeugt wurden, als
Eingabe erhält.

Im Allgemeinen beabsichtigt D, diese beiden Terme zu maximieren und G, sie zu mini-
mieren. D maximiert diese Terme, indem es die echten Samples als echt (D(x) nahezu 1) und
die falschen Samples als falsch (G(z) nahezu 0) vorhersagt (1 + 1 � G(z) = 1 + 1 � 0.3 = 1.7).
Andererseits minimiert G diese Terme, indem es gute Samples erzeugt, die von D als echt
klassi�ziert werden können und G(z) auf 1 annähert (1 � G(z) = 1 � 0.8 = 0.2)

Nach mehreren Trainingsschritten entsteht, wenn beide Modelle ausreichend Kapazität
haben, ein Nash-Gleichgewicht (Eng. Nash Equilibrium) in diesem Spiel, wobei D und G
einen Punkt erreichen, an dem sie sich nicht mehr verbessern können und D(x) = 1

2 für alle x.
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Abbildung 3.2 veranschaulicht den Trainingsprozess von GANs im 2D-Raum.

Abbildung 3.2: Eine einfache Darstellung, wie ein GAN-Modell trainiert wird. Hier sind
die untere und die obere horizontale Linie jeweils der Wertebereich für z
(Gleichverteilung)und x, und die schwarzen Pfeile zeigen, wie G(z), z auf x in
einer ungleichmäßigen (non-uniform)Weise abbildet, so dassPg (grün) an den
Stellen größer ist, an denen die z-Werte dichter zusammengeführt werden. Das
Ziel beim Training des GAN ist es, die generative Verteilung Pg (grüne Linie) an
die Datenverteilung Pdata (schwarze Linie) anzugleichen (Pg = Pdata und D(x) =
1
2, siehe d). Dies geschieht durch gleichzeitige Aktualisierung der Verteilung
von D (blaue, gestrichelte Linie) und G (grüne Linie). Die Aktualisierung von D
führt dazu, dass das D-Netz seine Kompetenz zur Unterscheidung zwischen
echten und unechten Samples verbessert. Andererseits leitet der Gradient von
D bei der Aktualisierung von G das G(z) in Regionen (von a bis d), in denen es
mit größerer Wahrscheinlichkeit als echte Daten klassi�ziert werden kann [1].
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4 GAN-Modelle und Umsetzung

In diesem Kapitel werden hauptsächlich das Konzept und die Umsetzung von drei ausgewähl-
ten Modellen von GANs, nämlich Vanilla oder Standard GAN (Ian Goodfellow, et al. 2014),
Deep Convolutional GAN (DCGAN), Wasserstein GAN with Gradient Penalty (WGAN-GP),
die in dieser Arbeit verwendet werden detailliert erläutert.

4.1 Standard GAN (SGAN)

Dieses Modell ist das allererste und die grundlegende Struktur von GANs, die von Ian
Goodfellow und seinen Kollegen im Jahr 2014 vorgestellt wurde. Dieses Modell ist ein
mehrschichtiges Perzeptron und verwendet lineare Schichten in seiner Architektur. Für das
Training dieses Modells wird Binary Cross Entropy (BCE) Loss verwendet. Außerdem be-
nutzt es Batch Normalization (Batch-Norm), um die Eingaben zu normalisieren und die
eingesetzten Aktivierungsfunktionen sind ReLU, LeakyReLU und Sigmoid.

4.1.1 Binary Cross Entropy (BCE) Loss

Die Binary Cross Entropy-Funktion (BCE) wird für das Training von GANs verwendet. Sie
ist für diese Modelle nützlich, da sie sich speziell für die Klassi�zierungsaufgaben mit zwei
Kategorien (Binary Classi�cation) wie real ( 1) und fake (0) eignet. Die folgende Gleichung
stellt die BCE-Loss-Funktion dar [24].

Jbce= �
1
m

m

å
i= 1

h
yi log (pi ) + ( 1 � yi ) log

�
1 � pi

� i
(4.1)

wobei:

m Anzahl der Trainings-Proben (in einem Mini-Batch)

yi Label für das Trainings-Probe i

pi Modellprognose für Probe i

Da es zwei Klassen (classreal und classf ake) gibt, die durch Discriminator klassi�ziert werden,
gibt es auch zwei Labels. Normalerweise wird das Label für echte Proben als eins (yi= real = 1)
und das Label für gefälschte Proben als null ( yi= f ake= 0) bezeichnet.

Der Ausdruck
�
yi log(pi )

�
gibt die Prognose für die realen Proben und der Ausdruck
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4 GAN-Modelle und Umsetzung

�
(1 � yi ) log(1 � pi )

�
die Prognose für die gefälschten Proben, denn wenn man das reale

Label (y = 1) in die Gleichung einfügt, wird der zweite Ausdruck Null und bei den gefälschten
Labeln (y = 0) ist der erste Ausdruck Null .

Der Ausdruck
�

�
1
m

m

å
i= 1

�
errechnet den Durchschnitt der Verlustwerte in einem Mini-Batch

und gibt einen positiven Wert zurück.

BCE-Loss wird durch die torch.nn.BCELoss Klasse in Pytorch für Standard-GAN und
DCGAN implementiert.

4.1.2 Batch Normalization (Batch-Norm)

Eine Schwierigkeit beim Training eines Deep-Learning-Modells wie GANs besteht darin,
dass sich bei der Backpropagation und der Aktualisierung der Gewichte des Modells nach
jedem Mini-Batch die Verteilung der Eingaben in die Netzschichten ändern kann. Dieses
Phänomen wird als Covariate-Shiftbezeichnet [25]. Außerdem ist es problematisch, wenn die
Gewichte des Netzes nicht in einem vernünftigen Wertebereich verbleiben. Denn zu große
Werte im Backward Pass einen so genannten „Exploding-Gradient“ und zu kleine Werte einen
so genannten „Vanishing-Gradient“ verursachen.

Um ein solches Problem zu vermeiden, wurde in der vorliegenden Arbeit die Technik Batch
Normalization (Batch-Norm) verwendet [26]. Die Batch-Norm normalisiert die Eingaben in
eine Schicht bei jedem Mini-Batch und stabilisiert damit den Lernprozess und reduziert dras-
tisch die Anzahl der Training-Epochen, die für das Training von Deep Networks erforderlich
sind [27].

Eine Batch-Norm berechnet den Mittelwert und die Standardabweichung der Eingabewerte in
jedem Mini-Batch. Sie normalisiert die Eingabewerte, indem sie sie vom Mittelwert subtrahiert
und durch die Standardabweichung dividiert. Außerdem gibt es zwei gelernte Parameter, die
den normalisierten Wert skalieren (Gamma) und verschieben (Beta). Die Ausgabe ist einfach
die normalisierte Eingabe, skaliert mit gamma und verschoben mit beta (vgl. Alg. 1 2).

1Das Epsilon (e) in Alg. 2 verhindert, dass der Nenner negativ wird.

14



4 GAN-Modelle und Umsetzung

Algorithm 1 Batch Normalization nach [26]
Input: Values of x over mini-batch B = f x1...mg;
Learned Parameters: g, b
Output: f yi = BN g,b(xi )g

1: mB  
1
m

m

å
i= 1

xi . mini-batch mean

2: s2
B  

1
m

m

å
i= 1

(xi � mB)2 . mini-batch variance

3: bxi  
xi � mB

q
s2

B + e
. normalize

4: yi  g bxi + b � BN g,b(xi ) . scale and shift

Batch-Norm-Schichten können hinter so genannte „ Dense“- oder „ Convolutional“- Schichten
eingefügt werden, um die Ausgabe von diesen Schichten zu normalisieren.
Die Batch-Norm wird sowohl im Generator als auch im Discriminator umgesetzt. Dies
wird in Pytroch durch die Schicht torch.nn.BatchNorm1d (für 2D- oder 3D-Eingaben) oder
torch.nn.BatchNorm2d (für 4D-Eingaben) implementiert.

4.1.3 Training-Algorithmus von SGAN

Das Trainieren des WGAN-Modells erfolgt nach folgendem Algorithmus.

Algorithm 2 Training von Standard-GAN nach (Ian Goodfellow, et al. 2014) [1]

1: for number of training iterations do
2: for k steps do
3: � Sample minibatch of m noise samples {zzz(1) , ...,zzz(m) } from noise prior pg(zzz).
4: � Sample minibatch of m examples { xxx(1) , ...,xxx(m) } from data generating distribution pdata(xxx).
5: � Update the discriminator by ascending its stochastic gradient:

r qd
1
m

m

å
i= 1

h
logD

�
xxx( i) � + log

�
1 � D

�
G

�
zzz( i) ���

i
.

6: end for
7: � Sample minibatch of m noise samples {zzz(1) , ...,zzz(m) } from noise prior pg(zzz).
8: � Update the generator by descending its stochastic gradient:

r qg
1
m

m

å
i= 1

log
�
1 � D

�
G

�
zzz( i) ��� .

9: end for
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4.2 Deep Convolutional GANs (DCGAN)

Deep Convolutional GANs (DCGAN) ist ein weiteres Netzwerk-Design für GAN. DCGAN
wurde durch Radford und seine Kollegen im Jahr 2016 vorgestellt [28]. Dieses Modell
besteht hauptsächlich aus sogenannten Convolutional Layers (Conv-Layers) ohne Max-
Pooling und Fully Connected Layers. Dieses GAN-Modell verwendet Strided Convolution
und Transposed Convolutionfür das Downsamplingund Upsampling. Das Modell verwendet
außerdem Batch Normalization (Batch-Norm) nach den Conv-Layers und die eingesetzten
Aktivierungsfunktionen sind ReLU, LeakyReLUund tanh.

Abbildung 4.1: DCGAN-Netzentwurf für den Generator [28]

4.2.1 Convolutional Layers

Convolutions sind ein zentraler Bestandteil der Bildverarbeitung, weshalb sie in vielen GAN-
Architekturen eine besonders wichtige Rolle spielen. Dies ist eine lineare Operation, bei
der eine Menge von Gewichten (Filter oder Kernel) mit dem Input (Pixelwerte eines Bildes)
multipliziert und deren Ergebnis summiert wird [13]. Die Convolutional Layers nutzen diese
Operation, um die entscheidenden Merkmale wie Kanten in verschiedenen Bereichen eines
Bildes zu erkennen.
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Abbildung 4.2: The convolution operation [29]

4.2.2 Filter (Kernel)

Der Filter oder Kernel ist eine Matrix aus realen Werten, und diese Werte werden beim
Training gelernt. Während des Trainings werden verschiedene Filter erlernt, um verschiedene
Merkmale aus dem Input-Bild zu extrahieren, z. B. Filter zur Erkennung von Merkmalen auf
niedriger Ebene wie Linien und Kanten oder Filter zur Erkennung von Merkmalen auf hoher
Ebene wie Augen, Nase oder Gesicht.

4.2.3 Stride

Stride modi�ziert die Schrittgröße der Bewegung des Filters über den Input. Zum Beispiel,
wenn stride= 1 ist, bewegt sich der Filter jeweils um ein Pixel oder eine Einheit. Die Erhöhung
der Stride reduziert die Größe der Ausgabe (Feature-Map).

4.2.4 Padding

Bei der Convolution-Operation wird eine Anzahl von Pixeln als Rand um das Eingabebild
hinzugefügt, um zu verhindern, dass die Informationen in den Ecken des Eingabebildes
verloren gehen. Dies bewirkt, dass der Filter die Pixel in den Ecken wie die Pixel in der Mitte
des Input-Bildes mehr als einmal abdeckt (vgl. Abbildung 4.3). Die Anzahl der Pixel, die zu
einem Eingabebild hinzugefügt werden, wird als Padding bezeichnet. Das Padding kann das
Ausgabebild größer als das Originalbild machen.
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Abbildung 4.3: Ein 3 × 3 × 1-Filter (grau) wird über ein 5 × 5 × 1-Input-Bild (blau) bewegt,
mit padding=1 und strides = 1, um den 5 × 5 × 1-Output (grün) zu erzeugen.
[30].

4.2.5 Strided Convolution

Convolution-Operation mit Stride größer als eins (z.B. stride=2) werden als strided Convoluti-
on bezeichnet [31]. Dies ermöglicht es dem Netz, sein eigenes räumlichesDownsamplingzu
erlernen (siehe Abbildung 4.4) [28].

Abbildung 4.4: Ein 3 × 3 × 1-Filter (grau) wird über ein 5 × 5 × 1-Input-Bild (blau) bewegt,
mit padding=0 und strides = 2, um den 2 × 2 × 1-Output (grün) zu erzeugen.
[30].

Der Discriminator nutzt dieses Prinzip in seiner Convolutional-Layer, um die Größe der
Eingabebilder für die Merkmalsextraktion 2 zu verringern (Downsampling). Um dies zu
implementieren, wird die Klasse torch.nn.Conv2d in Pytorch verwendet.

2 f (x) entspricht dem durch den Discriminator extrahierten Feature-Vektor.
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Abbildung 4.5: DCGAN-Netzentwurf für den Discriminator [32]

4.2.6 Transposed Convolution (Fractionally strided Convolutions)

Transposed Convolutions werden zum Upsamplingder Eingabe auf eine gewünschte Ausgabe
(Feature-Map) benutzt. Es handelt sich um eine Transformation in die entgegengesetzte
Richtung von herkömmlichen Convolution. Transspose Convolution in Abbildung 4.6 ist
äquivalent zu einer Convolution mit 3 × 3 Filter über eine 4 × 4 Eingabe mit Einheitsschritten.

Abbildung 4.6: Ein 2 × 2 × 1-Filter wird über ein 2 × 2 × 1-Input-Bild bewegt, mit padding=0
und strides = 2, um den 2 × 2 × 1-Output (grün) zu erzeugen.

Die Convolutional Layer in Generator nutzt dieses Prinzip, um die Größe des Eingangsrau-
schens zu erhöhen und so z. B. gefälschte Bilder zu erzeugen, die so groß wie echte Bilder sind
(Upsampling). Um dies zu implementieren, wird die Klasse torch.nn. ConvTranspose2d in
Pytorch verwendet.
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4.3 Wasserstein GAN with Gradient Penalty (WGAN-GP)

Wasserstein GAN with Gradient Penalty oder WGAN-GP, ist ein Generative Adversarial
Network, das neben der Wasserstein-Loss-Formulierung auch eine Gradienten Norm Penalty
verwendet, um Lipschitz Continuity zu erreichen [33]. In den folgenden Abschnitten werden
die Konzepte, die das WGAN-GP verdeutlichen erläutert.

4.3.1 Wasserstein Distance oder Earth Mover's Distance (EMD)

Wasserstein Distance oder Earth Mover's Distance (EMD) ist der minimale Aufwand zur
Angleichung einer Verteilung an eine andere. Dies ist sowohl von der Entfernung als auch
von der Masse abhängig. Zum Beispiel gibt es in Abbildung 4.7 eine generierte und eine
reale Verteilung. Die Earth Mover's Distance bestimmt, wie unterschiedlich diese beiden
Verteilungen sind, indem sie den Aufwand für die Anpassung der generierten Verteilung an
die reale Verteilung abschätzt oder anders ausgedrückt: Wenn die generierte Verteilung als
ein Haufen Erde betrachtet wird, wie schwierig wäre es, diesen Haufen Erde zu bewegen,
um ihn in die Form und Lage der realen Verteilung zu bringen?

Abbildung 4.7: Wasserstein Distance (oder EMD) nach [34]

4.3.2 Wasserstein Loss (W-Loss)

Wasserstein Loss (W-Loss) nähert sich (approximiert) der EMD zwischen der realen und der
generierten Verteilung an [35].

Die Funktion von W-Loss ist wie folgt dargestellt:

min
G

max
D

E
�
D(x)

�
� E

�
D(G(z))

�
(4.2)

wobei:

E der Erwartungswert
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D(x) die Wahrscheinlichkeit, dass x aus den realen Daten stammt

D(G(z)) die Wahrscheinlichkeit, dass G(z) aus den gefälschten Daten stammt

Der Discriminator in WGAN wird Critic genannt. Da er hier keine Klassi�zierungsaufgabe
übernimmt bzw. nicht zwischen realund fakediskriminiert. Der Critic versucht den Abstand
zwischen der realen Verteilung und der gefälschten Verteilung zu maximieren, indem er die
realen Bilder mit einem höheren Wert bewertet. Aber der Generator bemüht sich, die beiden
Verteilungen so nah wie möglich zueinander zu schieben und die Differenz zu minimieren.

Die Ausgabe von W-Loss (Gleichung 4.2) kann eine beliebige Zahl [ � ¥ + ¥ ] sein und
ist nicht beschränkt. Dies erlaubt dem Critic, sehr große Zahlen auszugeben, die für neuronale
Netze nicht ef�zient sind. Um den W-Loss für das Training von GANs ef�zient zu machen,
ist eine spezielle Bedingung an die Critic-Funktion gestellt. Sie muss1-Lipschitz-Continuous
(1-L-Continuous) sein.

1-Lipschitz-Continuous: Eine Funktion wie die Critics-Funktion ist 1-L-Continuous, wenn
die Norm ihres Gradienten höchstens einsist. Das bedeutet, dass die Steigung (Gradient) an
keinem Punkt größer als einssein kann (vgl.Gleichung 4.3).

kr f (x)k2 � 1 (4.3)

wobei:

r der Gradient von der Funktion f(x)

f (x) Funktion f mit einer Eingabe x
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(a) f (x) ist 1-Lipschitz-Continuous. (b) f (x) ist nicht 1-Lipschitz-Continuous.

Abbildung 4.8: Der Gradient einer 1-L-Continuous Funktion muss überall höchstens 1 sein
(Der Funktionsgraph muss überall zwischen zwei grünen Teilen liegen).

Neben Weight-Clipping ist Gradient-Penalty eine weitere Methode, um dem Critic 1-L-
Continuity aufzuerlegen.

4.3.3 Gradient-Penalty

Bei der Weight-Clipping werden die Gewichte des Critic gezwungen, Werte zwischen einem
festen Intervall anzunehmen ( w = [ � 0.01, 0.01]). Nachdem Sie die Gewichte während des
Gradient-Descent aktualisiert haben, werden alle Gewichte außerhalb des gewünschten In-
tervalls abgeschnitten (Eng. clip). Das bedeutet im Wesentlichen, dass Gewichte, die über
dem Intervall liegen, entweder zu hoch oder zu niedrig sind, auf den zulässigen Höchst- oder
Mindestwert gesetzt werden.

Die Gradienten-Penalty ist eine weitere Möglichkeit, diese Bedingung (1-L-Continuity)
erfüllen. Bei dieser Methode wird der W-Loss-Funktion ein Regularisierungs-Term hinzuge-
fügt. Dieser Regularisierungs-Term bestraftden Critic, wenn seine Gradient-Norm größer als
einsist (vgl.Gleichung 4.3). Die Gleichung für den Wasser Stein Loss with Gradient Penalty
(WGP-Loss) ist wie folgt:

Lgp = E
h
D(G(z))

i
� E

h
D(x)

i

| {z }
W� Loss

+ l E
h�

kr D( x̂)k2 � 1
� 2

i

| {z }
Regularisierungs� Term oder Gradient� Penalty

(4.4)

Im Regularisierungs-Term ist l der Strafe-Koef�zient. Sein Wert bestimmt, wie stark dieser
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Regularisierungs-Term gegenüber der W-Loss-Funktion gewichtet werden soll. Zusätzlich
wird durch diesen Term die quadratische Differenz zwischen der Norm der Gradienten von
Critic und 1 gemessen. Allerdings ist die Überprüfung dieser Gradienten an jedem möglichen
Punkt des feature-space nahezu unmöglich oder zumindest nicht praktisch. Daher verwendet
das WGAN-GP ein interpoliertes Bild (x̂), das entlang gerader Linien zwischen Paaren von
Punkten aus der realen Verteilung und der generierten Verteilung gesampelt wird (siehe
Abbildung 4.9).

Abbildung 4.9: Bild-Interpolation zwischen der realen Verteilung und der gefälschten Vertei-
lung im Feature Space

4.3.4 Training-Algorithmus von WGAN-GP

Das Trainieren des WGAN-Modells erfolgt nach folgendem Algorithmus.

Algorithm 3 Training von WGAN-GP nach [33]. Standard-Werte: l = 10, ncritic = 5, a =
0.0001, b1 = 0, b2 = 0.9

Require: The gradient penalty coef�cient l , the number of critic iterations per generator iteration
ncritic , the batch size m, Adam hyperparameters a, b1, b2.

Require: initial critic parameters w0, initial generator parameters q0.
1: while q has not converged do
2: for t = 1, ...,ncritic do
3: for i = 1, ...,m do
4: Sample real data xxx s P r , latent variable zzz s p(zzz), a random number e s U[0, 1].
5: exxx  Gq(zzz)
6: x̂xx  exxx + ( 1 � e)exxx
7: L( i)  Dw(exxx) � Dw(xxx) + l (kr x̂xxDw(x̂xx)k2 � 1)2

8: end for
9: w  Adam( r w

1
m å m

i= 1 L( i) , w, a, b1, b2)
10: end for
11: Sample a batch of latent variables f z( i)gm

i= 1 s p(zzz).
12: q  Adam( r q

1
m å m

i= 1 � Dw(Gq(zzz)) , q, a, b1, b2)
13: end while
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4.4 Umsetzung

Für jedes Modell wurden folgende Hauptkomponenten implementiert:

• Laden von Daten und Datentransformation

• Discriminator Network

• Generator Network

• Training Loop

• Speichern und Laden von Modell-Check Points

• Evaluation

• Visualisierung

• Inference

4.4.1 Laden von Daten und Datentransformation

Die in dieser Arbeit implementierten GAN-Modelle werden auf dem Datensatz CelebA trai-
niert. Diese drei GAN-Modelle werden auf Bildern in der Größe 64x64 mit RGB-Kanaltrai-
niert ( Input = 3x64x64 ). Bevor die Trainingsdaten an diese Modelle weitergegeben werden,

müssen sie auf die Größe 64x64 angepasst werden. Außerdem werden sie zentriert und in
Tensor (eine Verallgemeinerung von Matrizen) umgewandelt. Die Tensor-Werte dieser Bilder
werden mit Mittelwert = 0,5 und Standardabweichung = 0,5 normalisiert, um sie in den

Bereich [-1, 1] zu bringen. Der dataloader übergibt die transformierten Bilder bei jedem
Training an das Modell (für jede Trainings-Iteration so viele Bilder wie batch_size = 128 ).
Um dies zu implementieren wird die Klasse torchvision.transforms.Compose(transforms)
von Pytorchverwendet.

1 transform=transforms.Compose([
2 transforms.Resize([64, 64]),
3 transforms.CenterCrop(64),
4 transforms.ToTensor(),
5 transforms.Normalize((0.5, 0.5, 0.5), (0.5, 0.5, 0.5)),
6 ])
7

8 path = './img_align_celeba'
9 dataset = datasets.ImageFolder(root=path, transform=transform)

10 dataloader = DataLoader(dataset, batch_size=batch_size, shuffle=True)
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4.4.2 Discriminator Networks, Generator Networks und Training Loops

Diese GAN-Modelle basieren auf zwei verschiedenen Discriminator und Generator Architek-
turen. Discriminator und Generator in SGAN-Modell haben linear Layers (lineare Schichten),
aber für DCGAN und WGAN-GP werden die sogenannten Convolutional Layers verwendet.

A: Discriminator Network von SGAN

Das Discriminator Network hat vier lineare Schichten. Nach jeder Schicht mit Ausnahme
der letzten Schicht wird LeakyReLUals Aktivierungsfunktion verwendet, um das „dying
ReLU“ Problem und sein Resultat (Nullgradient) zu verhindern. Die Aktivierungsfunktion
für die letzte Schicht ist Sigmoid , aber da sie in der BCE Loss integriert ist, wird sie hier
nicht benötigt. Das Netzwerk nimmt die realen und gefälschten Bild-Tensoren mit der Größe
von 3x64x64 (12288 Dimensionen) als Eingabe und die Ausgabegröße ist eine einzelne Zahl
(eindimensionaler Tensor), die Echt oder Gefälschtdarstellt.

1 class Discriminator(nn.Module):
2 def __init__(self, img_dim=12288, hidden_dim=64):
3 super(Discriminator, self).__init__()
4 # Discriminator network layers
5 self.disc = nn.Sequential(
6 self.disc_layer(img_dim, hidden_dim * 4),
7 self.disc_layer(hidden_dim * 4, hidden_dim * 2),
8 self.disc_layer(hidden_dim *2, hidden_dim),
9 self.disc_layer(hidden_dim, 1, final_layer=True)

10 )
11

12 # this method creat the component of generator networtks layers
13 def disc_layer(self, input_dim, output_dim, final_layer=False):
14 if not final_layer:
15 return nn.Sequential(
16 nn.Linear(input_dim, output_dim),
17 nn.LeakyReLU(negative_slope=0.2, inplace=True)
18 )
19 else:
20 return nn.Sequential(
21 nn.Linear(input_dim, output_dim),
22 )
23

24 # it complets the forward pass:
25 # get an image tensor and returns 1-dim tensor (fake/real)
26 def forward(self, image):
27 return self.disc(image)
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Listing 4.1: Discriminator von SGAN

B: Generator Network von SGAN

Das Generator Network hat fünf lineare Schichten. Die Ausgaben jeder linearen Schicht mit
Ausnahme der letzten Schicht werden an BatchNorm1dzur Normalisierung weitergegeben
(siehe u.A. 4.1.2) und nach der Normalisierung an die ReLU-Aktivierungsfunktiongesendet.
Die Aktivierungsfunktion für die letzte Schicht ist Sigmoid . Das Netzwerk nimmt einen

Rauschvektor mit 64 Dimensionen( z_dim ) als Eingabe und die Ausgabe der letzten Schicht
ist 3x64x64 (gefälschtes Bild mit 12288 Dimensionen mit der gleichen Größe wie der
Discriminator-Eingang).

1 class Generator(nn.Module):
2 #img_dim = 3*64*64 = 12288= size of output img
3 def __init__(self, z_dim=64, img_dim=12288, hidden_dim=64):
4 super(Generator, self).__init__()
5 # generator network layers
6 self.gen = nn.Sequential(
7 self.gen_layer(z_dim, hidden_dim),
8 self.gen_layer(hidden_dim, hidden_dim * 2),
9 self.gen_layer(hidden_dim * 2, hidden_dim * 4),

10 self.gen_layer(hidden_dim * 4, hidden_dim * 8),
11 self.gen_layer(hidden_dim * 8, img_dim, final_layer=True)
12 )
13

14 # this method creat the component of generator networtks layers
15 def gen_layer(self, input_dim, output_dim, final_layer=False):
16 if not final_layer:
17 return nn.Sequential(
18 nn.Linear(input_dim, output_dim),
19 nn.BatchNorm1d(output_dim),
20 nn.ReLU(inplace=True)
21 )
22 else:
23 return nn.Sequential(
24 nn.Linear(input_dim, output_dim),
25 nn.Sigmoid()
26 )
27

28 # it complets the forward pass:
29 # get a noise tensorand returns generated images
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30 def forward(self, nois):
31 return self.gen(nois)

Listing 4.2: Generator von SGAN

C: Discriminator Network von DCGAN und WGAN-GP

Das Discriminator Network im DCGAN und WGAN-GP Modell hat fünf Convolutional-
Schichten (Strided Convolution). Die Ausgaben jeder Convolutional-Schicht mit Ausnahme
der letzten Schicht werden an BatchNorm2dzur Normalisierung weitergegeben (siehe u.A.
4.1.2). Nach jeder BatchNorm2d-Schicht mit Ausnahme der letzten Schicht wird LeakyReLU
als Aktivierungsfunktion verwendet. Das Netzwerk nimmt die realen und gefälschten Bild-
Tensoren mit der Größe von 3x64x64 ((Bildkanal oder Tiefe, Höhe, Breite)) als Eingabe und
nach einigen Convolution-Operation mit einem Filter von 4x4 , einem Stridevon 2 (Strided
Convolution, siehe u.A. 4.2.5) und einem Paddingvon 1 die (außer letzte Schicht) ist die
Ausgabe ein �acher Tensormit 512 Dimensionen, 1 Spalte und 1 Zeile (Downsampling).

1 class Discriminator(nn.Module):
2 def __init__(self, img_chan=3, feature_maps=64):
3 super(Discriminator, self).__init__()
4 # discriminator network
5 self.discriminator = nn.Sequential(
6 # size = 3x64x64
7 self.creat_layer(img_chan, feature_maps,
8 kernel=4, stride=2, padding=1),
9 # size = 64x32x32

10 self.creat_layer(feature_maps, feature_maps * 2,
11 kernel=4, stride=2, padding=1),
12 # size = 128x16x16
13 self.creat_layer(feature_maps * 2, feature_maps * 4,
14 kernel=4, stride=2, padding=1),
15 # size = 256x8x8
16 self.creat_layer(feature_maps * 4, feature_maps * 8,
17 kernel=4, stride=2, padding=1),
18 # size = 512x4x4
19 self.creat_layer(feature_maps * 8, 1,
20 kernel=4, stride=1, padding=0, final_layer=True),
21 # size = 512x1x1(flatten)
22 )
23

24 # creat disc-layer components
25 def creat_layer(self, in_channels, out_channels, kernel,
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26 stride, padding, final_layer=False):
27 if not final_layer:
28 return nn.Sequential(
29 nn.Conv2d(in_channels, out_channels, kernel, stride, padding),
30 nn.BatchNorm2d(out_channels),
31 nn.LeakyReLU(0.2)
32 )
33 else:
34 return nn.Sequential(
35 nn.Conv2d(in_channels, out_channels, kernel, stride, padding),
36 )
37

38 # it complets the forward pass:
39 # get an image tensor and returns 512x1x1 tensor
40 def forward(self, image):
41 return self.discriminator(image)

Listing 4.3: Discriminator von DCGAN und WGAN-GP

D: Generator Network von DCGAN und WGAN-GP

Das Generator Network im DCGAN und WGAN-GP Modell besteht aus fünf Transposed
Convolutional-Schichten (Upsampling). Die Ausgaben jeder Schichten mit Ausnahme der
letzten Schicht werden an BatchNorm2dzur Normalisierung weitergegeben (siehe u.A. 4.1.2).
Nach jeder BatchNorm2d-Schicht mit Ausnahme der letzten Schicht wird LeakyReLUals

Aktivierungsfunktion verwendet. Die Aktivierungsfunktion für die letzte Schicht ist Tanh.
Das Netzwerk nimmt einen Rauschvektor mit 100 Dimensionen( z_dim ) als Eingabe und die
Ausgabe der letzten Schicht ist 3x64x64 (gefälschtes Bild mit Bildkanal oder Tiefe=3, Höhe
= 64, Breite=64).

1 class Generator(nn.Module):
2 def __init__(self, in_channels=3, z_dim=100, feature_maps=512):
3 super(Generator, self).__init__()
4 # generator network layers
5 self.generator = nn.Sequential(
6 # size = z_dim (100x1x1)
7 self.create_layer(z_dim, 512, kernel=4, stride=1, padding=0),
8 # size = 512x4x4
9 self.create_layer(512, 256, kernel=4, stride=2, padding=1),

10 # size = 256x8x8
11 self.create_layer(256, 128, kernel=4, stride=2, padding=1),
12 # size = 128x16x16
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13 self.create_layer(128, 64, kernel=4, stride=2, padding=1),
14 # size = 64x32x32
15 self.create_layer(64, 3, kernel=4, stride=2, padding=1,

final_layer=True),
16 # size = 3x64x64
17 )
18

19 def create_layer(self, in_channels, out_channels, kernel, stride,
20 padding, final_layer=False):
21 if final_layer:
22 return nn.Sequential(
23 nn.ConvTranspose2d(in_channels, out_channels, kernel, stride,
24 padding, bias=False),
25 nn.Tanh())
26 else:
27 return nn.Sequential(
28 nn.ConvTranspose2d(in_channels, out_channels, kernel, stride,
29 padding, bias=False),
30 nn.BatchNorm2d(out_channels),
31 nn.ReLU(True))
32

33 # it complets the forward pass:
34 # get a noise tensorand returns generated images (3x64x64)
35 def forward(self, noise):
36 return self.generator(noise)

Listing 4.4: Generator von DGAN und WGAN-GP

E: Training Loop von SGAN und DCGAN

Das Trainingskonzept dieser drei GAN-Modelle ist nahezu identisch. Für das Training von
SGAN und DCGAN wird BCEals Verlustfunktion verwendet und für die Aktualisierung der
Gewichteund der Learning ratewird Adam Optimizer verwendet (siehe ALg.2).

Der Trainingsprozess wird wie folgt beschrieben:

• Trainingsdauer
Die Modelle werden 50 Mal ( num_epoch=50) mit allen Bildern (über 200 Tausend)
des Datensatzes trainiert. Bei jedem dieser 50 Male wird ein Mini-Batchvon Bildern
( batch_size = 128 Bilder) durch ( dataloader aus dem Datensatz geladen und an
die Modelle weitergegeben, nicht alle Bilder auf einmal (siehe auch Algorithmus 2).

1 for epoch in range(n_epochs):
2 for real, _ in tqdm(dataloader):
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• Training Discriminator Network:

1. Erzeugen eines Mini-Batchvon zufälligen Rauschvektoren mit 64 Dimensionen und
Senden dieser als Eingabe an den Generator, um ein Mini-Batchvon gefälschten
Bildern zu erzeugen (siehe Zeile 1-2 im Cod und vgl.Alg.2).

2. Laden eines Batchs realer Bilder aus dem Datensatz (Zeile 4).

3. Senden der echten und gefälschten Bilder einzeln an das Discriminator Network,
um vorherzusagen, ob sie echt oder gefälscht sind (Zeile 8-9).

4. Senden der Discriminator-Vorhersagen für echte Bilder mit dem Label real (1)und
für gefälschte Bilder mit dem Label fake (0)an BCE Loss(siehe Gleichung 4.1), um
die Fehlerzu berechnen (Zeile 11-14).

5. Der Discriminator-Fehler ist der Durchschnitt der Fehler von echten und gefälsch-
ten Bildern. Der durchschnittliche Fehler wird für den Backward Passverwendet.
Im letzten Schritt werden die Gewichte und Parameter von Discriminator Network
aktualisiert (Zeile 16-19).

1 noise = torch.randn(cur_batch_size, z_dim, device=device)
2 fake = gen(noise)
3

4 real = real.view(cur_batch_size, -1).to(device)
5

6 # detach(): ruturn new Tesnor without gradient requirement
7 #(stop updating G in this step).
8 disc_fake_pred = disc(fake.detach())e cal
9 disc_real_pred = disc(real)

10

11 disc_fake_loss = criterion(disc_fake_pred,
12 torch.zeros_like(disc_fake_pred))
13 disc_real_loss = criterion(disc_real_pred,
14 torch.ones_like(disc_real_pred))
15

16 disc_avg_loss = (disc_fake_loss + disc_real_loss) / 2
17

18 disc_avg_loss.backward(retain_graph=True)
19 disc_optimizer.step()

• Training Generator Network:

1. Erzeugen eines Mini-Batch von zufälliger Rauschvektoren mit 64 Dimensionen
und Senden dieser als Eingabe an den Generator, um einen Mini-Batchgefälschter
Bilder zu erzeugen (siehe Zeile 1-2 im Cod und vgl.Alg.2).

2. Senden der gefälschten Bilder an das Discriminator Network, um vorherzusagen,
ob sie echt oder gefälscht sind (Zeile 4).
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3. Senden der Discriminator-Vorhersagen für gefälschte Bilder dieses Mal mit dem
Label real (1)an BCE Loss, um die Fehlerzu berechnen (Zeile 6).

4. Verwendung des Fehlers beim Backward Passzur Aktualisierung der Gewichte und
Parameter des Generator Network (Zeile 9-10).

1 noise2 = torch.randn(cur_batch_size, z_dim, device=device)
2 fake_2 = gen(noise2)
3

4 disc_fake_pred = disc(fake_2)
5

6 gen_loss = criterion(disc_fake_pred,
7 torch.ones_like(disc_fake_pred))
8

9 gen_loss.backward()
10 gen_optimizer.step()

E: Training Loop von WGAN-GP

Das Konzept des Trainings von WGAN-GP ist dem von SGAN und DCGAN sehr ähnlich.
Der einzige Unterschied ist, dass WGAN-GP mit W-Loss-Gp ( wasser stein loss with gradient
Penalty) trainiert wird. Außerdem benötigt der Critic nach den WGAN-GP Algorithmen 5
mal mehrTraining als Generator(siehe Alg.3). Critic und Generator werden 50 Mal mit dem
gesamten Datensatz trainiert. Für jedes Mini-Batch wird Critic 5 Mal mehr als Generator
trainiert. Bei jeder dieser 5 Iterationen wird ein Batch zufälliger Rauschvektoren abgetastet
und an Generator gesendet, um gefälschte Bilder zu erzeugen. Dann werden die echten
und gefälschten Bilder an Critic gesendet. Critic bewertet sie (vgl.Zeile 1-5 Alg.3). Vor
der Berechnung von Critic Losswird der Gradient Penaltyberechnet (Regularisierungs-Term,
vgl.4.3.3)

• Berechnung von Gradient Penalty

1. Generierung eines Mini-Batch von Zufallsvektoren mit Werten zwischen 0 und
1 (4D: Mini-Batch, Tiefe, Höhe, Breite) für epsilon (vgl.Zeile 1 im Cod und Zeile 4
im Alg.3).

2. Generierung eines Mini-Batch von interpolierten Bildernaus realen und gefälschten
Bildern durch Multiplikation mit epsilon (vgl.Zeile 2 im Cod, Zeile 6 im Alg.3
und Abbildung 4.9).

3. Die interpolierten Bilder werden von Critic bewertet und jedes Bild erhält einen
Wert (vgl.Zeile 7 im Alg.3).

4. Berechnung der Gradienten der Ausgaben ( critic_scores ) in Bezug auf die
Eingaben ( interpolierte_images ) .
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5. Berechnung der L2-Norm der Gradienten für jede Zeile (Größe von Gradienten)

6. Bestrafung des durchschnittlichen quadratischen Abstands der Gradienten-Normen
von 1 .

1 def gradient_penalty(critic, real, fake):
2 batch_size = len(real)
3 # a random vector between real and fake image dis in latent space
4 epsilon = torch.rand(batch_size, 1, 1, 1, device=device, requires_grad=

True)
5

6 interpolated_images = real * epsilon + fake * (1 - epsilon)
7 critic_score = critic(interpolated_images)
8

9 gradient = torch.autograd.grad(
10 outputs=critic_score,
11 inputs=interpolated_images,
12 grad_outputs=torch.ones_like(critic_score),
13 create_graph=True,
14 retain_graph=True,
15 )[0]
16

17 # flatten gradient = each image in one row
18 gradient = gradient.view(gradient.shape[0], -1)
19 # calculate the L2 norm of gradient
20 gradient_norm = gradient.norm(2, dim=1)
21 # panalizing the mean distance of the gradient from 1
22 gradient_penalty = torch.mean((gradient_norm - 1) ** 2)
23

24 return gradient_penalty

Listing 4.5: Gradient-Penalty

• Berechnung von Critic Loss

Critic Loss ist die Differenz zwischen dem Mittelwert der Critic Scores(Bewertungen) für
die gefälschten und die echten Bilder im Batch. Die Gradient Penalty wird mit Lambda
multipliziert und zu dieser Differenz addiert (1-L-Continuity Enforcement, siehe u.A.
4.3.2). Da Critic in jeder Iteration 5 Mal trainiert wird, ist der endgültige Verlust der
Mittelwert des Critic Loss in jeder Iteration geteilt durch 5.

1 loss_critic = torch.mean(critic_fake) - torch.mean(critic_real) +
LAMBDA_GP * gp
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• Berechnung von Generator Loss

Der Generator Loss ist das Negativ des Mittelwerts der Critic Scores (Bewertungen) für
gefälschte Bilder.

1 gen_loss = (-1.) * torch.mean(critic_fake_score)

4.4.3 Speichern und Laden von Modell-Checkpoints

nach jeweils 500 Schritten, wenn die FID-Bewertung für das Modell niedriger ist als zuvor,
werden die Generator-und Discriminator-Modelle, deren Optimizers, Gewichtenund Parametern
als Dictionary unter Verwendung von state_dict() (Python Dictionary Object) gespeichert.
Dieses wird zum späteren Trainieren des Modells sowie für die Inferenceverwendet. Die
Methode save_checkpoint() speichert jedes Checkpoint lokal in einem Verzeichnis.

1 if FID_value < old_fid:
2 checkpoint = {
3 'gen_state_dict': gen.state_dict(),
4 'critic_state_dict': critic.state_dict(),
5 'gen_optim_state_dict': gen_optimizer.state_dict(),
6 'critic_optim_state_dict': critic_optimizer.state_dict(),
7 }
8

9 # call save checkpoint method
10 save_checkpoint(checkpoint)
11

12 old_fid = FID_value

Durch das Laden von Checkpoints werden alle Gewichteund Parameterdes Modells mit dem
Modell geladen.

1 def load_checkpoint(checkpoint):
2 gen.load_state_dict(checkpoint['gen_state_dict'])
3 disc.load_state_dict(checkpoint['disc_state_dict'])
4 gen_optimizer.load_state_dict(checkpoint['gen_optim_state_dict'])
5 disc_optimizer.load_state_dict(checkpoint['disc_optim_state_dict'])
6

7 # loading models on GPU (device='cuda')
8 gen.to(device)
9 disc.to(device)
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4.4.4 Inference

Um das Modell für die Inferenz zu verwenden, wird es zunächst mit allen Gewichten
und Parametern unter Verwendung von state_dict() geladen. Dann wird gen.eval()
aufgerufen, um Dropout- und Batch Normalization-Schichtenin den Evaluierungsmoduszu setzen.
Schließlich wird die Inferenceausgeführt, dann werden einige zufällige Rauschvektoren
generiert und an das Modell übergeben. Das Modell wird nun gefälschte Gesichtsbilder
generieren. Die generierten Bilder werden mit Hilfe von Matplotlib visualisiert und bei Bedarf
gespeichert.

1 load_mode = True
2 if load_model:
3 load_checkpoint(torch.load("my_checkpoint_DCG_test.pth.tar"))
4 gen.eval()
5

6 for i in range(10):
7 new_noise = torch.randn(batch_size, z_dim, 1, 1, device=device)
8 new_fake_image = gen(new_noise)
9

10 # plot and save images
11 fake_img = new_fake_image
12 show_tensor_images(fake_img, cur_step, state=True)

Listing 4.6: Inference

Zur Visualisierungder Bilder und der zugehörigen Daten in TensorBoardwird die SummaryWriter-
Bibliothekverwendet (mehr dazu in 6.4). Die Implementierung im Zusammenhang mit der
Evaluierungvon GAN-Modellen wird in Kapitel 5erläutert.
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4.4.5 Übersicht über die Modelle

Die folgenden Abbildungen veranschaulichen den Aufbau der Generator- und Discriminator-
Modelle im Überblick.

Abbildung 4.10: DCGAN und WGAN-GP Modelle

Abbildung 4.11: SGAN Modelle
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5 Evaluation von GANs

Dieses Kapitel befasst sich mit der Evaluierung der von GAN Modellen erzeugten Bilder. In
diesem Zusammenhang wird zunächst ein kurzer Überblick über die möglichen Methoden zur
Evaluierung von GANs gegeben und anschließend werden die in dieser Arbeit verwendeten
Evaluierungsmethoden ausführlicher erläutert.

5.1 GANs Problems

Die GAN-Modelle leiden beim Training unter vielen Problemen. Einige dieser Probleme sind
unten beschrieben.

Mode Collapse

Dies tritt auf, wenn der Generator lernt, nur einige gute Samples zu erzeugen und den
Discriminator mit diesen Samples zu täuschen. In diesem Fall konzentriert sich der Generator
auf die Erzeugung einer begrenzten Varietät von Samples [36].

Abbildung 5.1: Mode Collapse während des Trainings von Standard-GAN Auf
dem CelebA-Datensatz
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Non-convergence

Ein weiterer negativer Aspekt ist, dass das Modell während des Trainings nicht stabil ist und
sehr viel Zeit zum Trainieren benötigt. Manchmal schwanken die Modell-Parameter und das
Modell konvergiert nie. Daher ist es erforderlich, häu�g zu überprüfen, um festzustellen,
wann das Training zu beenden ist [37].

Vanishing-Gradients

Es passiert, wenn der Discriminator zu erfolgreich wird, so dass der Generator-Gradient
verschwindet und der Generator nichts mehr lernt (siehe Kapitel 4).

Evaluation

Die Messung der Leistung von GANs ist sehr herausfordernd und kompliziert. Der Grund
dafür ist, dass bei der Bewertung von GANs verschiedene Faktoren und Aspekte wie Qualität,
Diversität, Voreingenommenheit (Eng. biasing), Rechenleistung und ... berücksichtigt werden
müssen. Deshalb ist es schwierig eine konkrete intrinsische Bewertungsmetrik zu �nden, die
all diese Aspekte abdeckt [4]. Dieses Thema wird im folgenden Abschnitt näher erläutert.

5.2 Maßstäbe zur Evaluierung von GANs

Die Evaluierung von GANs ist eine anspruchsvolle Herausforderung und es ist ein aktives
Forschungsgebiet. Wie es bereits in Kapitel 3 erwähnt wurde, werden die Generator-Modelle
nicht direkt trainiert, sondern mittels eines zweiten Modells, dem sogenannten Discrimina-
tor. Daher gibt es keine Zielfunktion oder kein objektives Maß für das Generator-Modell.
Dies erschwert den Vergleich der Leistung dieser Modelle [4]. Andererseits erreicht der
Discriminator, der den Generator trainiert, niemals die Perfektion, so dass er auch nicht
für die Evaluierung verwendet werden kann. Denn ein sehr gut trainierter Discriminator
bringt das Minimax-Spiel aus dem Gleichgewicht und gibt dem Generator keine Feedbacks
zur Verbesserung (alle generierten Bilder als Fälschung klassi�zieren), was den Generator
überfordert (over�t).

Obwohl es viele Faktoren gibt, die bei der Bewertung von Gans berücksichtigt werden
müssen aber die zwei Haupteigenschaften, nämlich Fidelität (Qualität der Bilder) und Diver-
sität (Vielfalt der Bilder, z.B. alle Arten von Gesichtern, mit unterschiedlichen Haut-, Augen-
und Haarfarben, Gefühlen, Alter und ...), sind besonders wichtig. Damit ist gemeint, dass ein
gutes GAN-Modell nicht nur realistische Bilder mit hoher Qualität erzeugen können muss,
sondern die erzeugten Bilder müssen auch eine hohe Vielfalt aufweisen. Daher konzentrieren
sich fast alle bisher vorgestellten Maßstäbe zur Evaluierung von GANs hauptsächlich auf
diese beiden Faktoren, um sie zu quanti�zieren.

Nach Borji [4] lassen sich alle diese Maßstäbe in die folgenden zwei Kategorien eintei-

len:
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